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RESUMEN

Palabras clave: Este articulo presenta el disefio y entrenamiento de una red neuronal artificial para la deteccion temprana de cavitacion
en sistemas de bombeo. Se utilizaron datos generados por simulacion hidraulica, considerando variables como presion
atmosférica, altura estatica, temperatura y pérdidas por friccion. El modelo fue entrenado y evaluado en MATLAB,
alcanzando una precision superior al 99 %. Los resultados muestran que este enfoque puede ser una herramienta eficaz

para diagnostico predictivo, especialmente en entornos rurales con acceso limitado a instrumentacion especializada.
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ABSTRACT

Keywords: This article presents the design and training of an artificial neural network for early cavitation detection in pumping
systems. The model was trained using hydraulically simulated data, considering variables such as atmospheric
pressure, static suction height, temperature, and friction losses. The network was developed and evaluated in

MATLAB, achieving an accuracy above 99%. Results show that this approach can serve as an effective tool for

Cavitation, artificial
neural networks,

NPSHa, pumping,
predictive maintenance,
hydraulic simulation,
MATLAB

predictive diagnosis, especially in rural environments with limited access to specialized instrumentation.

1. Introduccion

La eficiencia y seguridad operativa de los sistemas de
bombeo hidraulico se ven comprometidas cuando se
presentan fendmenos de cavitacion. Este fendmeno ocurre
cuando la presion del fluido desciende por debajo de su
presion de vapor, provocando la formacion de burbujas que,
al colapsar, generan microexplosiones capaces de dafiar
superficies metalicas internas. Dicho deterioro incluye
erosion localizada, desgaste prematuro, ruido excesivo y
vibraciones mecanicas, que no solo reducen la vida util de
los equipos, sino que también generan costos adicionales de
mantenimiento y operacion [1], [2]. Ademas, la cavitacion
puede derivar en pérdida de capacidad hidraulica, reduccion
de la eficiencia energética y, en casos extremos, fallas
catastroficas que detienen por completo el sistema de
bombeo.

Este fendbmeno es especialmente critico en zonas rurales y
sistemas expuestos a variaciones ambientales significativas,
donde las condiciones de succioén pueden ser desfavorables
y los recursos técnicos para el diagnostico y monitoreo son
limitados [3]. En estos escenarios, la cavitacion no solo afecta
la operacion del sistema, sino que también compromete la
disponibilidad del recurso hidrico o del fluido bombeado,
con implicaciones econdmicas y sociales considerables. La
importancia de prevenir la cavitacion radica en mitigar estos
efectos adversos, garantizar la operacion continua y eficiente
de los sistemas hidraulicos y prolongar la vida util de los
equipos.

Tradicionalmente, esta prevencion requiere de monitoreo
constante de parametros operativos criticos, como la altura
neta positiva de succion disponible (NPSHa por sus siglas
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en inglés: Net Positive Suction Head available) y el NPSHr
(Net Positive Suction Head required) del fabricante, lo
cual no siempre es viable en entornos con infraestructura
limitada. En este contexto, las herramientas de inteligencia
artificial (IA) han demostrado ser eficaces para la deteccion
temprana de fallas mediante la interpretacion automatica
de datos operativos. Estas tecnologias permiten identificar
patrones ocultos y relaciones no lineales entre las variables
de operacion de los sistemas hidraulicos, superando las
limitaciones de los modelos fisicos tradicionales y ofreciendo
mayor capacidad adaptativa. La IA no solo permite analizar
grandes volimenes de datos en tiempo real, sino que también
facilita la automatizacion del monitoreo y la generacion de
alertas tempranas, reduciendo los tiempos de inactividad y
mejorando la eficiencia operativa global.

En particular, las redes neuronales artificiales (RNA)
destacan por su habilidad para aprender a partir de datos
historicos o simulados, ajustando sus pesos y umbrales
internos para capturar patrones complejos y predecir
eventos criticos como la cavitacion. Estas caracteristicas las
convierten en una herramienta clave para abordar desafios en
entornos donde las condiciones operativas son cambiantes
y donde el acceso a instrumentacion avanzada puede ser
limitado o costoso.

El presente articulo propone el disefio, entrenamiento
y validacion de una Red Neuronal Artificial (RNA) para
predecir condiciones de cavitacion a partir de parametros
hidraulicos simulados, tales como presion atmosférica, altura
estatica, temperatura del fluido y pérdidas por friccion en la
succion [4], [5]. La seleccion de estos parametros responde a
su relevancia directa en la determinacion de la NPSHa, que
es un indicador critico del riesgo de cavitacion. Al entrenar la
RNA con datos generados mediante simulacion hidraulica,
se logra emular una amplia gama de condiciones operativas
sin depender de ensayos experimentales costosos o de
instrumentacion especializada.

El objetivo principal de este estudio es evaluar el
rendimiento de una RNA entrenada con datos sintéticos
generados mediante simulacion, con el fin de clasificar
adecuadamente situaciones propensas a cavitacion [6]. La
capacidad predictiva del modelo propuesto puede integrarse
en sistemas de monitoreo existentes o implementarse como
un moédulo auténomo, brindando una solucion de bajo costo
y alta eficiencia. Esta propuesta busca ofrecer una alternativa
computacional viable para sistemas donde la medicion
directa de la NPSHa no es posible, ya sea por limitaciones
de infraestructura o por falta de sensores especificos. De este
modo, se abre camino hacia estrategias de mantenimiento
predictivo mas accesibles y adaptables a contextos de baja
infraestructura tecnoldgica [7], con el potencial de mejorar
la disponibilidad, eficiencia y seguridad de los sistemas

hidraulicos en entornos rurales e industriales [8].

2. Explicaciones argumentadas

La cavitacion es un fenomeno hidraulico que se manifiesta
cuando la presion del fluido en un punto determinado cae por
debajo de su presion de vapor, originando la formacion de
burbujas que colapsan violentamente al trasladarse a zonas de
mayor presion. Este colapso puede generar dafios mecanicos
severos, cavidades en superficies metalicas, vibracion, ruido
y pérdida de eficiencia [9].

El parametro mas utilizado para evaluar el riesgo de
cavitacion es la NPSHa, definida por la expresion:

NPSHa :Hatm +I—Ia\'t-Hvap-[—[per ( 1 )

Donde H__ es la presion atmosférica convertida a metros

de columna de agua, H est representa la diferencia de nivel

entre el fluido y la bomba, H vap es la presion de vapor

del agua determinada a partir de la temperatura, y H las

pérdidas por friccion en la linea de succion. Si la NPSHa

cae por debajo del valor de la altura neta positiva de succion

requerido (NPSHr por su nombre en inglés: Net Positive

Suction Head required) por el fabricante, se considera que el
sistema esta propenso a cavitacion [10].

Diversos estudios han abordado la deteccion de
cavitacion mediante enfoques basados en sensores, analisis
de sefiales y modelos fisicos. No obstante, en los tltimos
afios se ha incrementado el uso de técnicas de aprendizaje
automatico e inteligencia artificial, especialmente redes
neuronales artificiales (RNA), para predecir condiciones de
cavitacion sin depender de instrumentacion especializada.
Investigaciones recientes como la de Prasshanth (2024),
enfocada en el diagndstico de fallas en bombas centrifugas
monobloque mediante modelos de aprendizaje profundo[11],
o el trabajo de Tiwari et al. (2021), que propone la deteccion
de bloqueos y cavitacion en bombas centrifugas a partir
de sefales de presion dinamica mediante redes neuronales
profundas[12] han demostrado la eficacia de estos modelos
para el diagnostico hidraulico. Asimismo, Gomez-Camperos
et al. (2019) desarrollaron un sistema experimental basado
en perceptrones multicapa para la deteccion de fugas en
tuberias horizontales, evidenciando la capacidad de las RNA
para clasificar estados operativos del sistema incluso bajo
condiciones de incertidumbre y ruido en los datos [13].

Ademas, investigaciones recientes han aportado enfoques
complementarios a este tipo de desarrollos. Alvarez-
Pacheco et al. (2024) presentaron un método para medir la
distribucion de fases en un sistema gas-liquido utilizando
un densitometro de rayos gamma colimado, combinado
con redes neuronales artificiales para mejorar la precision
del analisis [14]. Asimismo, Ibarra-Cuevas et al. (2022)
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propusieron un protocolo inteligente de comunicacion
enfocado en la arquitectura del Internet de las Cosas
(IoT), orientado a mejorar la interoperabilidad en sistemas
distribuidos y facilitar el monitoreo remoto [15]. Estos
avances refuerzan la pertinencia de integrar tecnologias de
adquisicion de datos inteligentes y algoritmos de A, como
se propone en este estudio, para habilitar sistemas predictivos
adaptables y eficientes.

Estearticulo se basa en estos avances y propone un modelo
de RNA entrenado exclusivamente con datos generados
por simulacion, lo cual permite replicar una amplia gama
de condiciones hidraulicas sin depender de pruebas fisicas.
La propuesta se orienta a contextos donde el monitoreo
continuo es limitado, pero se dispone de parametros basicos
de operacion como presion, temperatura y nivel.

3. Metodologia

Este estudio siguid6 una metodologia experimental y
computacional basada en la simulacion de condiciones
hidraulicas realistas y el entrenamiento de modelos de
inteligencia artificial para la deteccion de cavitacion. El
proceso se desarrolld en cinco etapas: modelado fisico del
sistema, generacion de datos sintéticos, clasificacion binaria,
entrenamiento de una red neuronal artificial (RNA) y
validacion del modelo.

3.1 Modelado fisico del sistema de bombeo

A partir de la expresion (1) descrita en la seccion anterior,
se implementd un modelo en MATLAB para calcular el
valor del NPSHa bajo diferentes condiciones operativas.
Este modelo permite estimar las situaciones criticas donde
la cavitacion puede presentarse, especialmente en escenarios
con succion negativa prolongada, como cuando el nivel del
agua esta muy por debajo de la bomba.

3.2 Generacion de datos sintéticos
Se disefio un script en MATLAB que generd un conjunto
de 2.000 muestras con combinaciones aleatorias de los
siguientes parametros dentro de rangos operativos realistas:
* Presion atmosférica: 8.0 a 10.5 m
* Altura estatica de succion: —15.0 a—1.0 m
* Pérdidas por friccion: 0.5 a 2.5 m
* Temperatura del agu: 20 °C a 50 °C a

La presion de vapor del agua fue estimada por
interpolacion a partir de datos tabulados seglin la temperatura.
Luego se calcul6 el NPSHa para cada muestra y se compar6
con un valor fijo de referencia NPSHr=3.0m. Si NPSHa <
NPSHr, se asigno una etiqueta de clase positiva (cavitacion
= 1), y en caso contrario, negativa (cavitacion = 0).

3.3 Evaluacion del desempefio
Las variables de entrada para la RNA fueron: presion

atmosférica, altura estatica, pérdidas por friccion y
temperatura. La salida fue la clase de cavitacion (0 o 1).
Se implement6 una red neuronal de tipo patternnet con dos
capas ocultas de 10 y 5 neuronas respectivamente. La red
fue entrenada mediante el algoritmo de gradiente conjugado
escalado (trainscg) y la funcion de activacion sigmoide
logistica.

El conjunto de datos fue dividido aleatoriamente en
70 % para entrenamiento, 15 % para validacion y 15 % para
prueba. Se evalu6 la precision del modelo comparando las
clases predichas contra las reales, generando una matriz de
confusion y registrando la tasa de error. El modelo final fue
almacenado para su reutilizacion sobre nuevos conjuntos de
datos.

4. Resultados y Discusion

A partir de la metodologia descrita, se obtuvieron diversos
resultados que permiten evaluar el comportamiento del
modelo propuesto y su capacidad para detectar cavitacion
en condiciones simuladas. En esta seccion se presentan
los hallazgos obtenidos durante la generacion de datos, el
entrenamiento de la red neuronal artificial, y la posterior
validacion del sistema. Ademas, se discuten las implicaciones
técnicas de los resultados y las posibles aplicaciones en
entornos reales.

4.1 Generacion de datos simulados

Se generaron 2000 muestras de condiciones hidraulicas
con alturas de succion entre —15 m y —1 m, considerando
variaciones en presion atmosférica (8 a 10.5 m), temperatura
(20 a 50°C) y pérdidas por friccion (0.5 a 2.5m). Se
calculd el NPSHa y se etiquetaron los casos como positivos
(cavitacion) o negativos segun el criterio NPSHa < NPSHr.

4.2 Entrenamiento de la red neuronal

La RNA fue entrenada con una arquitectura de dos
capas ocultas [10, 5] utilizando el algoritmo de gradiente
conjugado escalado (trainscg). Se empleo la funcion de error
de entropia cruzada. El entrenamiento se detuvo en la época
65 al cumplirse el criterio de validacion. El error final fue
de 0.00103, indicando un excelente ajuste al conjunto de
entrenamiento. El sistema alcanzé mas del 99 % de precision
total.
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Figura 1. Matriz de confusion

La Figura 1 presenta las matrices de confusion
correspondientes a las fases de entrenamiento, validacion,
prueba y evaluacion global del modelo.

En los conjuntos de entrenamiento y validacion, el
modelo logré una clasificacion perfecta (100 %), sin errores.

En el conjunto de prueba, se obtuvo una precision del
99.3 %, con solo dos casos falsos negativos, lo cual evidencia
una excelente capacidad de generalizacion.

La matriz de confusion global refleja un rendimiento

del 99.9 % de exactitud, confirmando la confiabilidad del
clasificador.

Figura 2. Desempefio del entrenamiento (Cross Entropy)

La Figura 2 muestra la evolucion del error de entropia
cruzada durante el entrenamiento de la red neuronal,
diferenciando el comportamiento de los subconjuntos de
entrenamiento (azul), validacion (verde) y prueba (rojo).
Se observa una disminucion sostenida del error en las tres
curvas, con una tendencia suave y sin oscilaciones abruptas.
El mejor desempefio de validacion se alcanzo en la época
59, con un error minimo de 0.0007403, sefialado con un
circulo. Esta condicion activa el criterio de parada temprana
(early stopping), lo cual garantiza que el modelo no se
sobreentrene. Ademas, el hecho de que la curva de validacion
permanezca siempre por debajo de la de prueba y cercana a la
de entrenamiento confirma una generalizacion adecuada del
modelo hacia datos no vistos

4.3 Evaluacion de desempefio

La RNA fue evaluada con datos no vistos, obtenidos bajo
condiciones similares, y predijo correctamente la presencia
o ausencia de cavitacion. Se observd un comportamiento
coherente con el modelo fisico, validando la capacidad de
generalizacion del modelo neuronal.

Figura 3. Curvas ROC

La Figura 3 presenta las curvas ROC (Receiver Operating
Characteristic) correspondientes a las fases de entrenamiento,
validacién, prueba y evaluacion global del modelo. Cada
subgrafico muestra la relacion entre la tasa de verdaderos
positivos (sensibilidad) y la tasa de falsos positivos,
permitiendo evaluar la capacidad discriminativa de la red
neuronal.

En todas las fases, las curvas se adhieren perfectamente al
gje izquierdo y superior del espacio ROC, lo que indica una
tasa de verdaderos positivos cercana al 100 % y una tasa de
falsos positivos cercana a 0 %.

Esto evidencia que el modelo posee un excelente poder de
clasificacion binaria para detectar condiciones de cavitacion,
incluso ante datos no vistos, lo que lo convierte en una
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herramienta confiable para aplicaciones de diagnostico
predictivo.

La RNA fue evaluada con datos no vistos, obtenidos bajo
condiciones similares, y predijo correctamente la presencia
o ausencia de cavitacion. Se observd un comportamiento
coherente con el modelo fisico, validando la capacidad de
generalizacion del modelo neuronal.

Figura 4. Estado del entrenamiento (gradiente y validacion)

La Figura 4 muestra dos aspectos clave del proceso de
entrenamiento de la red neuronal: en la parte superior, se
observa el descenso progresivo del gradiente, que alcanza un
valor minimo de 0.0036 en la época 65, lo que indica una
buena convergencia del algoritmo de entrenamiento.

En la parte inferior, se presentan las verificaciones de
validacion (validation checks), donde se evidencia que,
tras seis validaciones consecutivas sin mejora en el error de
validacion, se activo el criterio de parada temprana.

Este comportamiento demuestra que el entrenamiento
fue detenido de manera Optima, evitando el sobreajuste
(overfitting) y logrando un equilibrio entre precision en los
datos de entrenamiento y capacidad de generalizacion hacia
datos nuevos.

El histograma de la Figura 5 muestra que la mayoria de
los errores de prediccion son cercanos a cero, con distribucion
centrada, lo cual refleja un ajuste preciso del modelo a los
datos simulados.

4.4 Discusion técnica

Los resultados confirman que la RNA permite detectar
condiciones de cavitacion sin necesidad de realizar el calculo
explicito del NPSHa, lo que representa una herramienta util
paramantenimiento predictivo. Este enfoque es especialmente

adecuado en sistemas hidraulicos rurales o de dificil acceso,
donde se dispone de sensores de temperatura, presion y nivel,
pero no siempre de capacidad de procesamiento técnico.

4.5 Limitaciones y posibles mejoras

El modelo esta limitado a los rangos de entrenamiento
considerados. Se recomienda realizar validacion
experimental con datos reales de operacion y extender el
entrenamiento a otras configuraciones hidraulicas, tipos de
bombas y condiciones ambientales extremas.

Figura 5. Histograma de errores

5. Conclusiones

El presente estudio demuestra que es posible detectar
condiciones de cavitacion en sistemas de bombeo utilizando
redes neuronales artificiales entrenadas con datos simulados,
sin necesidad de instrumentacion especializada.

La simulacion de parametros hidraulicos como presion
atmosférica, altura estatica, temperatura del fluido y pérdidas
por friccion permiti6 generar una base de datos robusta para
el entrenamiento supervisado de una RNA, facilitando la
clasificacion binaria de escenarios con y sin cavitacion.

La red neuronal tipo patternnet, entrenada con
arquitectura multicapa y funcion de activacion sigmoide,
alcanz6 una precision superior al 99 % y una matriz de
confusion altamente confiable, validando su capacidad de
generalizacion sobre datos no vistos.

La metodologia propuesta ofrece una alternativa
computacional efectiva para el monitoreo predictivo de
cavitacion, especialmente 1itil en zonas rurales o sistemas
con infraestructura limitada, donde no es viable realizar
calculos hidraulicos en tiempo real.
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